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1 Inleiding

Functionele magnetische resonantie of fMRI is een MRI-techniek die wordt
gebruikt om hersenactiviteit te meten. Bij fMRI worden er meerdere MRI-
beelden na elkaar gemaakt met vaste tijdsintervallen om op die manier ver-
anderingen in het brein waar te nemen. Eén van de veranderingen die fMRI
kan waarnemen is die van het zuurstofpercentage in het bloed en op die ma-
nier ook de stroming van het bloed [2]. Actieve delen van het brein vereisen
meer zuurstof, dus wordt er meer zuurstofrijk bloed aangevoerd en op die ma-
nier kan aan de hand van fMRI getest worden welke delen van de hersenen
geactiveerd worden en in welke situaties.
Het voordeel van fMRI is dat men dit kan doen zonder dat de testpersoon
een operatie, radio-actieve straling of andere potentieel schadelijke proce-
dures moet ondergaan, terwijl men toch zeer nauwkeurig de locatie van de
activiteit kan vaststellen [2]. Het nadeel van deze methode is dat men maar
een beperkt aantal metingen per foto kan uitvoeren en dat de intervallen
tussen de foto’s noodgedwongen ook vaak relatief lang zijn, meestal tussen
de 2 á 3 seconden [6].

Om de data te verkrijgen wekt de MR-scanner een sterk magnetisch veld
op zodanig dat het waterstof in de hersenen magnetiseerd en zich binnen dit
veld gaat richten. Vervolgens wordt er een RF-signaal doorheen gestuurd
om de richting van de atomen te verstoren. Zodra dit radiosignaal wegvalt,
herschikken de verstoorde atomen zich, wat zorgt voor een stroming in de
ontvangende spoelen. Deze stroming is het MR-signaal. Typisch zijn er 2
spoelen onder een hoek van 90 graden om het signaal op te vangen, wat er
voor zorgt dat de data die gemeten wordt een complex getal is[2]. De fase
van het getal wordt over het algemeen als tijdsvariërend beschouwd, d.w.z.
zonder relevante signaal informatie. Bijgevolg wordt bij het merendeel van
de modellen enkel de modulus bestudeerd. Afhankelijk van de grootte van
de modulus wordt vervolgens bepaald of de regio die geassocieerd met dat
datapunt actief is of niet. Het verschil tussen beide situaties is over het alge-
meen niet zeer groot, dus is het belangrijk dat de afwijking van de schatter
ook klein is.

Een andere eis voor de schatter is dat deze het ook goed doet als de signaal-
tot-ruisverhouding zeer laag is, aangezien deze bij fMRI-scans van de herse-
nen behoorlijk laag kan gaan, typisch van 0 tot 3 [1]. Verder moet de schatter
ook voor kleine steekproefgroottes betrouwbaar zijn. De duur van het MR-
signaal, en daarmee ook de beschikbare tijd om metingen uit te voeren, is
beperkt. Omdat men ook graag een hoge resolutie heeft voor de beelden, is
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het aantal voxels, de locaties waar men de metingen neemt, ook hoog, wat
het aantal metingen per voxel per instantie verder beperkt. Meestal gaat het
aantal scans tot 100 per instantie. [6]
Aangezien men een 3-dimensionaal beeld van de hersenen wil, scant men
de doorsnede van het hoofd op verschillende hoogtes. Het volledige aantal
voxels dat gemeten moet worden per scan, kan typisch rond de 64 x 64 x
30 liggen. Als men dan 100 metingen neemt per voxel, komt dat neer op
meer dan 12 miljoen datapunten per MRI-beeld. De hoeveelheid data die
men moet verwerken voor de volledige fMRI-scan is dus aanzienlijk. De
hoeveelheid rekenwerk die een schatter met zich meebrengt is daarom ook
niet onbelangrijk.
Kort samengevat, moet de schatter dus nauwkeurig genoeg zijn om kleine
verschillen op te pikken bij kleine steekproefgroottes, ook wanneer er veel
storing op het signaal zit en bij voorkeur ook nog met zo min mogelijk reken-
werk. Het is dus nuttig om de kwaliteit van verschillende schatters te gaan
onderzoeken om betrouwbaardere conclusies te kunnen trekken uit dezelfde
data.

2 De verdeling van de modulus

Het raamwerk dat men meestal hanteert, veronderstelt dat de fouten op zowel
de reële als op de imaginaire component normaal verdeeld zijn rond nul, met
dezelfde variantie (σ2) en onafhankelijk van elkaar. Als we de toevalsvariabele
geassocieerd met ons model noteren als x+ iy, krijgen we

x+ iy
d
= (Ar + εr) + i(Ai + εi).

Waarbij Ar + iAi de waarde is die men zou moeten meten en waarbij εr en εi

de fouten zijn op respectievelijk het reële en het imaginaire deel. Met
d
= wordt

bedoeld dat ze gelijk zijn in distributie. Hieruit volgt dan ook onmiddellijk
dat x ∼ N (Ar;σ

2) en y ∼ N (Ai;σ
2). Aangezien x en y ook onafhankelijk zijn

van elkaar, kunnen we meteen hun gezamenlijke dichtheidsfunctie noteren als

p(x, y|Ar, Ai, σ2) = pr(x|Ar, σ2)pi(y|Ai, σ2)

=
1

σ
√

2π
exp

(
−(Ar − x)2

2σ2

)
1

σ
√

2π
exp

(
−(Ai − y)2

2σ2

)
.

Als we nu alles overzetten naar poolcordinaten via de volgende substituties,

Ar = A cos(φ) x = M cos(ψ)

Ai = A sin(φ) y = M sin(ψ)
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dan kunnen we de spoorverdeling van de modulus verkrijgen door de geza-
menlijke verdeling te integreren over φ.

pM(M |A, σ2) =

∫ 2π

0

p(M,ψ|A, φ, σ2)dψ

=
1

2πσ2

∫ 2π

0

exp

(
−(A cos(φ)−M cos(ψ))2 − (A sin(φ)−M sin(ψ))2

2σ2

)
Mdψ

=
M

2πσ2

∫ 2π

0

exp

(
−A

2 +M2 − 2MA(cos(φ) cos(ψ) + sin(φ) sin(ψ))

2σ2

)
dψ

=
M

2πσ2
exp

(
−A

2 +M2

2σ2

)∫ 2π

0

exp

(
MA cos(ψ − φ)

σ2

)
dψ

=
M

2πσ2
exp

(
−A

2 +M2

2σ2

)∫ 2π

0

exp

(
MA cos(ψ)

σ2

)
dψ

Deze laatste gelijkheid geldt aangezien de te integreren functie 2π-cyclisch is
en het dus niet uitmaakt of men die doorloopt van −ψ tot −ψ + 2π of van
0 tot 2π. Als we nu I0(x) noteren voor de nulde orde van de gemodificeerde
Bessel-functie van de eerste soort in x, dan is per definitie

I0(x) =
1

2π

∫ 2π

0

exp(x cosψ)dψ.

Dit geeft ons de gelegenheid om de dichtheidsfunctie van de modulus te
herschrijven als

pM(M |A, σ2) =
M

σ2
exp

(
−A

2 +M2

2σ2

)
I0

(
MA

σ2

)
.

Dit is de dichtheidsfunctie van de Rice-verdeling met parameters A en σ2,
dus kunnen we concluderen dat de modulus van de data (de magnitude data)
steeds een Rice-verdeling volgt [1], [12]. We zullen deze dichtheidsfunctie in
de rest van deze bachelorproef noteren als f(M,A, σ2). De uitdaging is nu
om aan de hand van de data de waarde van A, σ en/of (A/σ) te schatten.
Deze waarden noemt men respectievelijk de signaalsterkte (of amplitude),
de standaardafwijking van de ruis en de signaal-tot-ruisverhouding (SNR,
van het Engelse signal-to-noise ratio). Aangezien de Rice-verdelingen geen
exponentiële familie vormen en ook geen sufficiënte statistieken hebben, is
het vinden van goede schatters niet zo voor de hand liggend.
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De meest voorkomende manier waarop men met dit probleem omgaat bij
traditionele MRI, is door te negeren dat het hier om een Rice-verdeling gaat
en de magnitude data te behandelen alsof ze Gaussiaans verdeeld zijn. Men
schat A en σ dan aan de hand van het steekproefgemiddelde en de steek-
proefvariantie. Voor hoge SNR, i.e. SNR > 3, benadert de Rice-verdeling de
Gauss-verdeling [12] (op figuur A van bijlage A bevinden zich grafieken van
Rice-verdelingen met verschillende SNR). Zolang er dus voldoende signaal
is, is dit geen al te slechte methode. Helaas moet men bij fMRI vaak wel
nauwkeurige schattingen hebben bij zwakke signalen en is dit dus geen optie.

Een betere methode, maar helaas met een gelijkaardige tekortkoming, is het
gebruik van de momentschatter (method of moments, MOM). De MOM-
schatter heeft als voordeel dat het relatief weinig berekeningen vereist en
desondanks bij hoge SNR een relatief goed resultaat geeft. Het nadeel is ech-
ter dat bij lage SNR de schatter complexe, en dus betekenisloze waarden kan
opleveren. De schatter werkt ook niet zeer goed bij lage SNR tenzij er veel
datapunten beschikbaar zijn [7]. Het is dus interessant om op zoek te gaan
naar methoden die ook bruikbare antwoorden geven voor Rice-verdelingen
met lagere SNR.

3 Maximum likelihood-schatters

De ML-schatters zijn populair aangezien ze asymptotisch voor grote steek-
proeven normaal verdeelde, onvertekende schatters opleveren met minimale
variantie, ook voor lage waarden van de SNR [4]. Het nadeel van ML-
schatters in het algemeen is echter dat men er niet noodzakelijkerwijs vanuit
kan gaan dat ze bestaan en/of dat ze uniek zijn. In het geval van de familie
van Rice-verdelingen is dit gelukkig wel zo.

Stelling 3.1. Noteer p(x|A, σ2) voor de dichtheidsfunctie van de Rice-verdeling
en laat m een n-dimensionale datavector zijn. Dan volgt er voor een vaste
m dat de likelihood-functie Lm gegeven door

Lm(A, σ2) =
n∏
i=1

f(mi, A, σ
2), (3.1)

een uniek maximum bereikt.

Bewijs. Als we het logaritme nemen van Lm, krijgen we
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log
[
Lm(A, σ2)

]
= log

[
n∏
i=1

mi

σ2
exp

(
−A

2 +m2
i

2σ2

)
I0

(
miA

σ2

)]

=
n∑
i=1

log
(mi

σ2

)
− 1

2σ2

n∑
i=1

(A2 +m2
i ) +

n∑
i=1

log

[
I0

(
miA

σ2

)]
(3.2)

Aangezien deze functie een samenstelling is van gladde functies (C∞) op het
domein, nl. A > 0 en σ > 0, dus is log ◦Lm daar ook glad. De gradiënt
bestaat dus, maar voor we deze berekenen is het nuttig te vermelden dat
de gemodificeerde Bessel-functie van de eerste vorm van de eerste orde (I1)
gedefinieerd is als

I1(z) =
1

2π

∫ 2π

0

exp(z cosψ) cosψdψ.

Dit stelt ons in staat om de componenten van de gradiënt te schrijven als

∂

∂A
log
[
Lm(A, σ2)

]
= −nA

σ2
+

n∑
i=1

1

I0(miA/σ2)

(∫ 2π

0

exp

(
miA

σ2
cosψ

)
mi

σ2
cosψdψ

)

= − n

σ2

[
A− 1

n

n∑
i=1

mi
I1(miA/σ

2)

I0(miA/σ2)

]
(3.3)

en

∂

∂σ2
log
[
Lm(A, σ2)

]
=

n∑
i=1

σ2

mi

−2mi

σ4
+

1

σ4

n∑
i=1

(A2 +m2
i )−

2A

σ4

n∑
i=1

mi
I1(miA/σ

2)

I0(miA/σ2)

= −2n

σ2

[
1− A2

2σ2
− 1

N

n∑
i=1

m2
i

2σ2
+

A

nσ2

n∑
i=1

mi
I1(miA/σ

2)

I0(miA/σ2)

]
(3.4)

Indien er lokale maxima bestaan binnen het inwendige van het domein van de
likelihood-functie, moet de gradiënt daar nul zijn. Door de partiële afgeleide
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naar A gelijk te stellen aan nul, verkrijgen we

A =
1

n

n∑
i=1

mi
I1(miA/σ

2)

I0(miA/σ2)
. (3.5)

Als we de partiële afgeleide naar σ2 ook gelijk stellen aan nul en (3.5) daarin
invullen, krijgen we

1 +
A2

2σ2
=

A2

2σ2
+

1

n

n∑
i=1

m2
i

2σ2

⇔ A2 + 2σ2 =
1

n

n∑
i=1

m2
i (3.6)

De likelihood-functie bereikt dus alleen een lokaal maximum als (3.5) en (3.6)
voldaan zijn. De waarden van A en σ2 die hieraan voldoen, zullen we noteren

met A = A(m) en σ2 = σ2(m). Voor de waarde
√
σ2 zullen we σ gebruiken.

We kunnen het probleem nu opsplitsen in twee gevallen. In het eerste geval
veronderstellen we dat de waarde van σ2 gekend is en in het tweede geval
doen we dat niet.

A) σ2 is gekend

Aangezien we de likelihood-functie hier enkel als een functie van A beschou-
wen, moet alleen (3.3) gemaximaliseerd worden en dus is enkel (3.5) relevant.
We zullen het linkerlid (LL) en het rechterlid (RL) van (3.5) beschouwen als
functies van A (een visuele voorstelling hiervan kan teruggevonden worden in
bijlage A). Aangezien I1(z)/I0(z) een monotoon stijgende functie is en haar
afgeleide monotoon dalend met als limiet 0 [10], volgt er meteen dat dit ook
geldt voor RL(A).
Als we 0 invullen in I1 en I0, krijgen we

1

2π

∫ 2π

0

cosψdψ = 0 en
1

2π

∫ 2π

0

1dψ = 1

Hieruit volgt dat RL(0) = 0 en als we de afgeleide van RL(A) in 0 berekenen,
krijgen we
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RL′(0) =
1

n

n∑
i=1

(
m2
i

σ2

)
I0(0)

∫ 2π

0
exp(0 cosψ) cos2 ψdψ − I2

1 (0)

I2
0 (0)

=
1

2n

n∑
i=1

m2
i

σ2
.

Als we m2 definiëren als
∑n

i=1m
2
i /n, betekent dit dat RL′(0) > 1, als

σ2 < m2/2 en RL′(0) ≤ 1 als σ2 ≥ m2/2. Uit het feit dat LL(A) = A,
volgt meteen dat ook het linkerlid monotoon stijgend is en dat LL(0) = 0.
De afgeleide van LL is constant 1, dus volgt er dat als RL′(0) ≤ 1, de ver-
gelijking LL(A) = RL(A) een unieke oplossing heeft in het punt A = 0 en
dat LL(A) > RL(A) elders. Dit betekent dat (3.3) negatief is en dat de
likelihood-functie een uniek maximum bereikt in A = 0 voor A ≥ 0.
Als RL′(0) > 1, is A = 0 nog steeds een oplossing, maar omdat RL′(A)
monotoon daalt naar nul, moet er een tweede punt A bestaan waar RL(A) en
de eerste bissectrice snijden. In dit geval is LL(A) < RL(A) voor 0 < A < A
en (3.3) dus positief, wat betekent de oplossing A = 0 een lokaal minimum
is van de likelihood-functie. Voor A < A is LL(A) > RL(A), waardoor de
likelihood-functie ook hier een uniek maximum heeft, namelijk in A.

B) σ2 is onbekend

Als we A en σ overzetten in poolcordinaten t.o.v. het A-σ-vlak, d.w.z. als
we de volgende substituties uitvoeren

A = ρ sin θ, σ = ρ cos θ,

dan wordt de dichtheidsfunctie

f(mi, A, σ
2) =

mi

ρ2 cos2 θ
exp

(
−m

2
i + ρ2 sin2 θ

2ρ2 cos2 θ

)
I0

(
mi sin θ

ρ cos2 θ

)
=: g(mi, A, σ

2).

Aangezien σ > 0 op het domein, geldt cos θ > 0 en bijgevolg ook 0 ≤ θ < π.
Als we ρ nu naar oneindig laten gaan, dan convergeert I0(mi sin θ/ρ cos2 θ)
naar 1 en exp(−(m2

i + ρ2 sin2 θ)/2ρ2 cos2 θ) naar exp(tan2 θ/2) < ∞, zodat
limρ→∞ g(mi, ρθ) = 0. Hieruit kunnen we afleiden dat voor elke waarde
0 ≤ t < π de functie g(mi, ρ, θ) uniform convergeert naar 0 voor ρ → ∞ op
het domein mi × R+ × [0, t].
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Om te controleren dat dit ook geldt op het volledige A-σ-vlak, moeten we
het gedrag van de functie nog bestuderen in de buurt van θ = π/2. Stel
ρ > 0, θ → π/2 en benader de goniometrische functies met hun eerste orde
Taylor-ontwikkeling rond θ = π/2. Dan krijgen we

g(mi, ρ, θ)→
mi

ρ2(π/2− θ)2
exp

(
− m2

i + ρ2

2ρ2(π/2− θ)2

)
I0

(
mi

ρ(π/2− θ)2

)
(3.7)

We zullen nu gebruik maken van het volgende lemma, afkomstig uit [1].

Lemma 3.2. Voor elke δ0 > 0 bestaat er een K ∈ R0 zodat voor elke x > δ0

geldt dat

I0(x) ≤ K
1√
x
ex (3.8)

Als we δ0 = 1 kiezen, mogen we (3.7) herschrijven zodra (π/2)− θ ≤ mi/ρ

g(mi, ρ, θ) ≤
mi

ρ2(π/2− θ)2
exp

(
− m2

i + ρ2

2ρ2(π/2− θ)2

) K exp
(

mi
ρ(π/2−θ)2

)
√

mi
ρ(π/2−θ)2

≤ K

ρ(π/2− θ)

√
mi

ρ
exp

(
− (mi − ρ)2

2ρ2(π/2− θ)2

)
.

Dus geldt voor elke 0 < ρ 6= mi dat limθ→π/2 g(mi, ρ, θ) = 0. Dit betekent
dat g(mi, ρ, θ) uniform convergeert naar 0 voor ρ→∞. Aangezien dit geldt
voor elke waarde mi geldt dit ook voor het product

∏
g(mi, ρ, θ) en dit is

niets anders dan de likelihood-functie.

Als we het geval gaan bekijken waar σ = 0 (of equivalent θ = π/2), dan
is de kansfunctie gelijk aan de indicator-functie I{mi}. Dit is geen continue
verdeling, dus kunnen we ook niet op een zinnige manier over de dichtheids-
functie spreken. Wat we wel kunnen zeggen is dat als er indices i en j bestaan
zodat mi 6= mj, dan is de kans dat σ = 0 gelijk is aan nul omdat dit zou
vereisen dat we steeds dezelfde data krijgen. We mogen dus de likelihood-
functie op de A-as dan ook als constant nul beschouwen. Zitten we in het
triviale geval waar alle mi’s gelijk zijn, dan is (A, σ) = (m1, 0) duidelijk de
beste schatter.

Als we enkel naar het geval kijken waarin minstens één van de mi’s verschilt
van de anderen, volgt er dat de likelihood-functie haar maximum bereikt op
een begrensd deel van het domein (R+)2. Voor functies die continu zijn op
hun domein, kunnen lokale maxima enkel bereikt worden in punten waar de
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gradiënt 0 is of in de grenspunten van het domein. De A-as hebben we hier-
boven al besproken, dus kijken we nu naar het geval A = θ = 0 en σ = ρ.
We kunnen de likelihood-functie dan schrijven als

L(m, 0, σ2) =
n∏
i=1

g(mi, ρ, 0)

=
n∏
i=1

mi

ρ2
exp

(
−m

2
i

2ρ2

)

=

(
n∏
i=1

mi

ρ2

)
exp

(
−

n∑
i=1

m2
i

2ρ2

)

Als ρ → 0 en ρ → ∞, dan hebben we
∏n

i=1 g(mi, ρ, 0) → 0. Als we∑n
i=1m

2
i /n noteren als m2 en g partieel af te leiden naar ρ, krijgen we

∂

∂ρ

(
n∏
i=1

g(mi, ρ, 0)

)
=

n∏
i=1

mi

ρ2

[
−2n

ρ2n+1
exp

(
−nm2

2ρ2

)
+
nm2

ρ2n+3
exp

(
−nm2

2ρ2

)]
Dit is gelijk aan 0 als

2n =
m2n

ρ2

⇔ ρ =

√
m2

2
.

Dus wordt het maximum van de likelihood-functie op de σ-as bereikt in het
punt (0,m2/2). Om te onderzoeken waar er zich lokale maxima kunnen
bevinden in inwendige punten van het domein, definiëren we L1 en L2 als
de krommen in het A-σ-vlak waarvan de punten respectievelijk voldoen aan
(3.5) en (3.6).
De punten van L1 zijn dan de maxima uit paragraaf A voor de verschillende
waarden van σ. Aangezien limz→∞ I1(z)/I0(z) = 1 (zie [10]), is het snij-
punt van L1 met de σ-as (als limσ→0 van (3.5)) gelijk aan (0,m), met m =
1/n

∑n
i=1mi. Als we (3.5) combineren met het feit dat (I1(1/x))/(I0(1/x))

monotoon dalend is, volgt er dat L1 ook monotoon daalt tot (
√

m2/2, 0).

Uit paragraaf A volgt namelijk dat L1 vanaf dat punt constant 0 is.
Als we nu naar (3.6) kijken, zien we dat L2 een ellips is met als snijpunt met

de σ-as (0,
√
m2) en met de A-as (

√
m2/2, 0). Het snijpunt met A = 0 is

dus hetzelfde als voor L1 en dit is ook het punt waarvan we eerder al hadden
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vastgesteld dat het het maximum was op de σ-as. Als het vlak geen andere
lokale maxima heeft, d.w.z. als L1 en L2 voor de rest geen gemeenschappe-
lijke punten hebben, dan wordt in dit punt het absolute maximum van de
likelihood-functie bereikt.
We gaan nu per inductie aantonen dat(

n∑
i=1

mi

)2

≤ n
n∑
i=1

m2
i (3.9)

Voor het geval n = 1 is dit m1 = m1 en dus triviaal. Veronderstel nu dat
deze ongelijkheid geldt voor sommen met n− 1 waarden, dan volgt er

(
n∑
i=1

mi

)2

=
n∑
i=1

mi

n∑
j=1

mj

= m2
n +mn

n−1∑
j=1

mj +
n−1∑
i=1

mimn +
n−1∑
i=1

mi

n−1∑
j=1

mj

≤ m2
n +

n−1∑
i=1

2mnmi + (n− 1)
n−1∑
i=1

m2
i

Neem nu twee waarden mk en ml met 0 ≤ k, l ≤ n, dan mogen we ver-
onderstellen dat één van de twee waarden groter is of gelijk aan de andere,
bijvoorbeeld mk ≥ ml. Dan kunnen we daaruit concluderen dat

mk(mk −ml) ≥ ml(mk −ml)

⇔ mk(mk −ml) +ml(ml −mk) ≥ 0

⇔ m2
k +m2

l ≥ 2mlmk.

en dus (
n∑
i=1

mi

)2

≤ m2
n + (n− 1)m2

n +
n−1∑
i=1

m2
i + (n− 1)

n−1∑
i=1

m2
i

≤ n

n∑
i=1

m2
i .

Waarbij de gelijkheid enkel geldt als alle mi gelijk zijn, d.w.z. σ = 0. De
bovenstaande vergelijking is equivalent met

1

n2

(
n∑
i=1

mi

)2

≤ 1

n

n∑
i=1

m2
i

⇔m ≤
√

m2.
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Hieruit volgt dat L2 de A-as later snijdt dan L1, behalve in het triviale geval
waar alle mi gelijk zijn. Op de A-as bevinden zich dus geen snijpunten van
L1 en L2.
Veronderstel dat er een tweede snijpunt (A, σ) bestaat, dan kunnen we daar-
voor de Hessiaan van log ◦L berekenen aan de hand van de volgende recurrentie-
formule [9],

I ′ν(z) = Iν−1 −
ν

x
Iν .

Als we dan nu de partiële afgeleides berekenen van (3.3) en (3.4) in (A, σ),
krijgen we

H11 =
∂2(log ◦L)

∂A2
(A, σ)

=
−n
σ2

[
1− 1

n

n∑
i=1

m2
i

σ2

(
1− σ2

Ami

I1(miA/σ2)

I0(miA/σ2)
− I2

1 (miA/σ2)

I2
0 (miA/σ2)

)]

=
−n
σ2

[
2− 1

n

n∑
i=1

m2
i

σ2

(
1− I2

1 (miA/σ2)

I2
0 (miA/σ2)

)]

H12 =
∂2(log ◦L)

∂A∂σ2
(A, σ)

=
n

(σ2)2

[
A− A− 1

n

n∑
i=1

−m2
iA

σ2

(
1− σ2

Ami

I1(miA/σ2)

I0(miA/σ2)
− I2

1 (miA/σ2)

I2
0 (miA/σ2)

)]

=
nA

(σ2)2

[
1− 1

n

n∑
i=1

mi

σ2

[
1− I2

1 (miA/σ2)

I2
0 (miA/σ2)

)]

= H21

H22 =
∂2(log ◦L)

∂(σ2)2
(A, σ2)

=
−n

(σ2)2

[
1 +

A
2

σ2

(
1− 1

n

n∑
i=1

mi

σ2

[
1− I2

1 (miA/σ2)

I2
0 (miA/σ2)

])]

We hebben hierbij gebruikt dat voor (A, σ) vergelijkingen (3.5) en (3.6) gel-
den. Als we dat gebruiken om de determinant van de Hessiaan uit te rekenen,
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verkrijgen we uiteindelijk

det[H] = H11H22 −H2
12

=
−n

(σ2)3

[
2− 1

n

n∑
i=1

m2
i

σ2

(
1− I2

1 (miA/σ2)

I2
0 (miA/σ2)

+
A

2

σ2

)]
Als we α definiëren als

α = 2− 1

n

n∑
i=1

m2
i

σ2

(
1− I2

1 (miA/σ)

I2
0 (miA/σ)

)
, (3.10)

dan worden H11 en de determinant

H11 = − nα

(σ2)2

det[H] =
−n

(σ2)3

[
α +

A
2

σ2

]
Als we nu (3.6) toepassen in (3.10), krijgen we

α =
1

σ2

(A)2 − 1

n

n∑
i=1

(
mi
I1(miA/σ2)

I0(miA/σ2)

)2
 . (3.11)

Wegens (3.9), volgt er ook dat

1

n

n∑
i=1

(
mi
I1(miA/σ2)

I0(miA/σ2)

)2

>

(
1

n

n∑
i=1

mi
I1(miA/σ2)

I0(miA/σ2)

)2

= (A)2

Uit deze ongelijkheid kunnen we dus concluderen dat α > 0 en dus H11 < 0
en det[H] > 0. De Hessiaan is dus negatief definiet en elk snijpunt van L1

en L2 met A > 0, is een lokaal maximum.

Als er dus zo een (A, σ) bestaat, dan zijn zowel dit punt als (0,
√

m2/2)

mogelijke kandidaten voor het maximum. Veronderstel dat (A, σ) van alle
gemeenschappelijke punten van L1 en L2 degene is met de hoogste waarde

van A en dat A 6= 0. Als we nu over de ellips L2 bewegen van (0,
√

m2/2)

naar (A, σ), waarbij we σ2 substitueren door (m2 − A2)/2, dan wordt (3.2)

log
[
Lm(A, σ2(A))

]
=

n∑
i=1

log

(
2mi

m2 − A2

)
−

n∑
i=1

A2 +m2
i

m2 − A2

+
n∑
i=1

log

[
I0

(
2miA

m2 − A2

)]
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De afgeleide naar A van deze functie wordt na enkele berekeningen

d

dA

(
log
[
Lm(A, σ2(A))

])
=

nA2

m2 − A2

[
(m2 + A2)

(
1

n

n∑
i=1

mi
I1((2Ami)/(m2 − A2)

I0((2Ami)/(m2 − A2)
− A

)]
.

(3.12)

Als we nu bewegen van het punt (0,
√

m2/2) naar (A, σ), dan is 0 ≤ A ≤ A

en A2 < m2 (omdat we hadden aangetoond dat het snijpunt van de ellips
met de A-as (m2, 0) is). Dit betekent dat het teken van de afgeleide van
(3.12) gelijk is aan

1

n

n∑
i=1

mn

I1

(
2Ami
m2−A2

)
I0

(
2Ami
m2−A2

) − A (3.13)

Aangezien we aangetoond hebben dat (A, σ) een lokaal maximum is, moet
de afgeleide positief zijn op een omgeving ]A − ε1, A[, waarbij 0 < ε1. We
kunnen nu met elke waarde van A twee waarden van σ associëren, namelijk
die op L2 en die op L1. Van de eerste weten we dat deze waarde gelijk is aan√

(m2 − A2)/2, de tweede zullen we noteren met σ̃. We weten dat L2 boven

L1 ligt voor A > A, stel nu dat L1 en L2 elkaar niet snijden, maar slechts
raken in (A, σ). Dan betekent dit dat voor A− ε2 < A < A

(σ̃)2 ≤ m2 − A2

2
,

voor een ε2 > 0. Wegens het monotoon zijn van I1(z)/I0(z), krijgen we

1

n

n∑
i=1

mn

I1

(
2Ami
m2−A2

)
I0

(
2Ami
m2−A2

) − A ≤ 1

n

n∑
i=1

mn

I1

(
Ami
(σ̃)2

)
I0

(
Ami
(σ̃)2

) − A = A

Deze laatste gelijkheid geldt omdat het punt (A, σ̃) tot L2 behoort. Deze
ongelijkheid betekent echter dat voor A −min{ε1, ε2} < A < A vergelijking
(3.13) negatief wordt. Dit is echter in contradictie met het feit dat (3.12)
hier positief moet zijn, dus snijden L1 en L2 elkaar wel degelijk en

(σ̃)2 >
m2 − A2

2
,
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tussen A en het volgende gemeenschappelijke punt van L1 en L2. Dit be-
tekent dus ook dat de afgeleide (3.12) op dit volledige stuk positief is. Dit
volgende gemeenschappelijke punt kan dus onmogelijk een (lokaal) maximum

zijn. Behalve (0,
√

m2/2) en (A, σ) hebben L1 en L2 geen mogelijke gemeen-

schappelijke snijpunten. Als er een (A, σ) bestaat is dit het unieke maximum,

zoniet is (0,
√

m2/2) het maximum.

Een nadeel bij het berekenen van ML-schatters is dat men hierbij vaak im-
pliciete, niet-lineaire vergelijkingen moet oplossen, wat behoorlijk wat reken-
werk met zich mee kan brengen. Verder hebben we bij fMRI vaak niet de
luxe om veel metingen uit te voeren per voxel per instantie. Dit is ten eerste
vanwege de beperkte tijd waarin de metingen voor één foto gemaakt kunnen
worden en ten tweede vanwege de grote hoeveelheid voxels waarvan de data
geregistreerd moet worden binnen deze tijd.
Verder geven de algoritmes waarmee we het maximum zoeken niet noodzake-
lijkerwijs de juiste oplossing, in de zin dat ze afhankelijk van de startwaarde
soms ook naar de andere oplossing van vergelijkingen (3.3) en (3.4) conver-

geren, namelijk (0,
√

m2/2). Dit betekent dat het nodig kan zijn om het

algoritme verschillende keren te herstarten met andere beginwaarden om als-
nog het correcte maximum te verkrijgen [3], [1].
Ondanks de mooie asymptotische eigenschappen van ML-schatters is het dus
toch interessant om te kijken naar technieken die het beter doen voor minder
grote steekproeven en met algoritmes die gegarandeerd naar de juiste waarde
convergeren.

4 Bayesiaanse Schatters

Bij Bayesiaanse statistiek is het centrale idee dat men vantevoren gekende
informatie ook verwerkt in het wiskundige raamwerk. Er wordt hier dus
uitgegaan van een zogenaamde a-priori kansverdeling (Π(θ)) van de onbe-
kende parameters θ met een a-priori dichtheidsfunctie π(θ), waarbij in ons
geval θ = (A, σ). Deze dichtheid kunnen we dan benutten om een a-postiori
verdeling f(θ|x) te construeren aan de hand van de stelling van Bayes voor
dichtheden, waarbij ook de metingen x verwerkt worden:

f(θ|x) =
f(x|θ)π(θ)

f(x)
. (4.1)

Hierbij is f(x|θ) de kans van de metingen x voor de verdeling met para-
meter θ, dus niets anders dan de likelihood functie (3.1). De functie f(x)
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is hier de marginale dichtheid van x, aangezien we er van uitgaan dat de
metingen gegeven zijn en kan dit dus vervangen worden door een normali-
serende constante 1/c die er voor zorgt dat de integraal van de a-postiori
dichtheidsfunctie gelijk wordt aan 1. Deze kunnen we dus uitrekenen zodra
π(θ) bekend is.
Voor het bepalen van welke kennis er in de a-priori verdeling verwerkt wordt,
bestaan er twee stromingen binnen de Bayesiaanse statistiek, die van de ob-
jectivisten en die van de subjectivisten. De objectivisten eisen dat deze kennis
theoretisch gefundeerd moet zijn of formeel afgeleid van algemeen geaccep-
teerde eigenschappen van het statistische probleem [11]. Subjectivisten zijn
hier wat soepeler in en accepteren ook persoonlijke overtuigingen als mo-
gelijke bronnen van informatie. Wij zullen hier enkel informatie benutten
conform het standpunt van de objectivisten.
De eigenschappen van het probleem waaruit we deze informatie zullen aflei-
den zijn:

• A > 0 en σ > 0,

• A en σ zijn onafhankelijk.

Voor de a-priori dichtheidsfunctie betekent dit

π(A, σ) = 0 voor A ≤ 0 of σ ≤ 0 (4.2)

π(A, σ) = g(A)h(σ). (4.3)

De functies g en h zijn hierbij de marginale dichtheidsfuncties van A en
σ. Veronderstel nu dat X Rice(A, σ)-verdeeld is, dan kunnen we voor kX
afleiden dat

P(kX ≥ x) = P(X ≥ x

k
)

=

∫ x
k

0

t

σ2
exp

(
−A

2 + t2

2σ2

)
I0

(
At

σ2

)
dt

Substitueer kt = u

=

∫ x

0

u

k2σ2
exp

(
−k

2A2 + u2

2k2σ2

)
I0

(
kAu

k2σ2

)
du

⇒ kX ∼ Rice(kA, kσ).
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Als we nu Jaynes’ invariantieprincipe gebruiken, is het mogelijk om aan de
hand van al deze gegevens π(A, σ) op te schrijven. Jaynes’ invariantieprincipe
stelt dat als een transformatie het onderliggende probleem niet verandert (zo-
als bijvoorbeeld bij een herparametrisatie), dan verandert onze voorafgaande
kennis van het probleem ook niet [3]. Als onze a-priori kennis niet verandert,
dan blijft ook de a-priori verdeling hetzelfde, d.w.z. Π(A, σ) = Π(kA, kσ)

met k > 0. Aangezien de dichtheidsfunctie π(A, σ) = ∂2Π(A,σ)
∂A∂σ

, is het ge-
makkelijk in te zien dat π(A, σ) = k2π(kA, kσ) met k > 0. Als we nu (4.3)
gebruiken, volgt er

1

k2
g(A)h(σ) = g(kA)h(kσ).

Of equivalent

1

k1−ε g(A)
1

k1+ε
h(σ) = g(kA)h(kσ) voor elke ε ∈ R.

Bijgevolg zijn alle mogelijke oplossingen van deze vergelijking van de vorm{
1

k1−ε
g(A) = g(kA)

1
k1+ε

h(σ) = h(kσ)

Dit betekent natuurlijk dat de enige mogelijke keuze voor g en h gelijk is aan{
g(A) = 1

A1−ε )

h(σ) = 1
σ1+ε

Als we hierbij ook (4.2) nog benutten, krijgen we de volgende familie van
a-priori verdelingen

πε(A, σ) =

{
1
Aσ

(
A
σ

)ε
als A, σ > 0

0 anders

Merk op dat deze dichtheidsfunctie geen dichtheidsfunctie is van een klassieke
kansverdeling aangezien ze niet integreerbaar is. Dit is geen probleem zolang
de a-postiori verdeling uit (4.1) dat wel is. Deze wordt dus

f(θ|x) = cLx(θ)πε(θ)

= c

∏n
i=1 xi

A1−εσ2n+1+ε
exp

(
−
∑n

i=1 x
2
i + A2

2σ2

) n∏
i=1

I0

(
xiA

σ2

)
(4.4)
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Tot nu toe mocht ε een willekeurig getal zijn, maar nu moet deze gekozen
worden zodat er een constante c bestaat waarvoor∫∫ ∞

0

f(θ|x)dAdσ = 1.

Laten we f0(θ|x) definiëren als

f0(θ|x) :=

∏n
i=1 xi

A1−εσ2n+1+ε
exp

(
−
∑n

i=1 x
2
i + A2

2σ2

) n∏
i=1

I0

(
xiA

σ2

)
.

Dan is het duidelijk dat het bestaan van een c samenvalt met het integreer-
baar zijn van f0.

Stelling 4.1. De functie f0(θ|x) is integreerbaar als ε ≥ 1.

Bewijs. Om dit te bewijzen, zullen we gebruik maken van lemma 3.2. Kies
daarvoor een δ0 > 0 willekeurig maar vast en beschouw de volgende partitie
met δ = δ0/min1≤i≤n{xi}:

V1 =

{
(A, σ)| A

σ2
≥ δ

}
V2 =

{
(A, σ)| A

σ2
< δ

}
Als we dan nu lemma 3.2 toepassen, verkrijgen we

f0(θ|x) ≤
∏n

i=1 xi
A1−εσ2n+1+ε

exp

(
−
∑n

i=1 x
2
i + A2

2σ2

) n∏
i=1

K

√
σ2

xiA
exp

(
xiA

σ2

)

= Kn

√∏n
i=1 xi

A(n/2)+1−εσn+1+ε
exp

(
−
∑n

i=1(xi − A)2

2σ2

)
.

Als we deze functie bekijken voor de eerste verzameling V1, dan is A/σ2 ≥ δ,
wat hetzelfde is als A ≥ δσ2. Door K̄ := Kn

√∏n
i=1 xi te noteren, wordt dit

f0(θ|x) ≤ K̄
1

δ(n/2)+1−εσ2n+3+ε
exp

(
−
∑n

i=1(xi − A)2

2σ2

)
=:

K̄

δ(n/2)+1−ε g1(θ|x).
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We kunnen nu de integreerbaarheid van g1(θ|x) aantonen door de stelling
van Fubini toe te passen voor niet-negatieve, meetbare functies [13].∫∫

V1

g1(θ|x)dAdσ =

∫ ∞
0

(∫ √A
δ

0

g1(θ|x)dσ

)
dA

Om deze integraal te berekenen, maken we gebruik van de onvolledige gamma
functie, die gedefinieerd is als [9]

Γ(a, b) = Γ(a)−
∫ b

0

ta−1e−tdt

=

∫ ∞
b

ta−1e−tdt

Nu kan worden aangetoond dat∫ √A
δ

0

g1(θ|x)dσ =

∫ √A
δ

0

1

σ2n+3−ε exp

(
−
∑n

i=1(xi − A)2

2σ2

)
dσ

Substitueer t =

∑n
i=1(xi − A)2

2σ2
en dt = −

∑n
i=1(xi − A)2

2σ2∫ √A
δ

0

g1(θ|x)dσ =

∫ t1

t0

2n−
ε
2

(
∑n

i=1(xi − A)2)
ñ
tñ−1 exp(−t)dt

= − 2n−
ε
2

(
∑n

i=1(xi − A)2)
ñ

[Γ (ñ, t)]t0t1

=
2n−

ε
2

(
∑n

i=1(xi − A)2)
ñ

[
Γ

(
ñ,

∑n
i=1(xi − A)2

2σ2

)]√A
δ

0

met ñ = n+ 1− ε
2
. Door de grenzen in te vullen, verkrijgen we

∫ √A
δ

0

g1(θ|x)dσ = 2n−
ε
2

(
n∑
i=1

(xi − A)2

)−ñ
Γ

(
ñ,
δ
∑n

i=1(xi − A)2

2A

)
aangezien Γ(ñ,∞) = 0. Uit de definitie van Γ(., .) volgt meteen dat Γ(a, b) ≤
Γ(a, 0) = Γ(a). Dit geeft ons meteen een bovengrens, namelijk∫ √A

δ

0

g1(θ|x)dσ ≤ 2n−
ε
2

(
n∑
i=1

(xi − A)2

)−ñ
Γ(ñ)
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Als we de situatie uitsluiten waar alle xi hetzelfde zijn, is
∑n

i=1(xi−A)2 een
tweedegraadsvergelijking zonder nulpunten. We weten ook dat ñ > 1, dus
de volgende integraal over A bestaat∫ ∞

0

(
n∑
i=1

(xi − A)2

)−ñ
dA.

Bijgevolg zijn ook g1(θ|x) en f0(θ|x) integreerbaar over V1.
Voor de tweede verzameling V2 geldt A

σ2 < δ, dus kunnen we niet langer
gebruik maken van lemma 3.2, maar wel van het stijgend zijn van I0. We
krijgen dus

f0(θ|x) ≤
∏n

i=1 xi
A1−εσ2n+1+ε

exp

(
−
∑n

i=1(x2
i + A2)

2σ2

) n∏
i=1

I0(x, δ).

Aangezien A
σ2 < δ equivalent is met A < σ2δ, verkrijgen we als ε ≥ 1

f0(θ|x) <
δε−1σ2ε−2

σ2n+1+ε
exp

(
−
∑n

i=1(x2
i + A2)

2σ2

) n∏
i=1

xiI0(x, δ)

= K̃
1

σ2n+3−ε exp

(
−
∑n

i=1(x2
i + A2)

2σ2

)
=: K̃g2(θ|x).

Hierbij is K̃ = δε−1
∏n

i=1(xiI0(x, δ)). Door opnieuw gebruik te maken van de
stelling van Fubini, krijgen we∫∫

V2

g2(θ|x)dAdσ =

∫ ∞
0

(∫ ∞
√

A
δ

g2(θ|x)dσ

)
dA

Volledig analoog als voor g1, kunnen we aantonen dat

∫ ∞
√

A
δ

g2(θ|x)dσ =
2n−

ε
2

(
∑n

i=1(xi − A)2)
ñ

[
Γ

(
ñ,

∑n
i=1(xi − A)2

2σ2

)]∞
√

A
δ

=
2n−

ε
2

(
∑n

i=1(xi − A)2)
ñ

(
Γ(ñ)− Γ

(
ñ,
δ
∑n

i=1(xi − A)2

2A

))

≤ 2n−
ε
2

(
∑n

i=1(xi − A)2)
ñ

Γ(ñ)
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Aangezien ook
∑n

i=1(xi−A)2 een tweedegraadsvergelijking zonder nulpunten
is, volgt volgens dezelfde redenering als hiervoor dat g2 en f0 integreerbaar
zijn over V2 als ε ≥ 1.

Deze stelling geeft ons de waarden van ε waar we uit mogen kiezen, maar zegt
ons niet welke schatters deze waarden opleveren of welke van deze schatters
optimaal is. De a-postiori dichtheidsfunctie uit vergelijking (4.4) kan men
interpreteren als een soort likelihood-functie en de schatter die we hieruit
afleiden is dan ook analoog

θ̂MAP = arg max
θ
f(θ|x). (4.5)

We noemen deze schatter de maximum a-postiori schatter (MAP-schatter).
Om deze te vinden kijken we waar de gradiënt gelijk is aan 0 voor de functie

log f(θ|x) = log(c)−log(A1−εσ2n+1+ε)−
n∑
i=1

x2
i + A2

2σ2
+

n∑
i=1

log

(
xiI0

(
xiA

σ2

))
Als we mi = xiA/σ

2 noteren, geeft dit ons de volgende partiële afgeleiden

∂ log f(θ|x)

∂A
= (ε− 1)

1

A
− n A

σ2
+

n∑
i=1

xi
σ2

I1(mi)

I0(mi)

∂ log f(θ|x)

∂σ
= −2n+ 1 + ε

σ
+

n∑
i=1

x2
i + A2

σ3
− 2

n∑
i=1

xiA

σ3

I1(mi)

I0(mi)

Als we deze twee dan gelijk stellen aan 0, is de MAP-schatter de oplossing
van

{
(ε− 1)σ

2

n
− A2 + A

n

∑n
i=1 xi

I1(mi)
I0(mi)

= 0

(−2n− 3 + ε)σ
2

n
− A2 + 1

n

∑n
i=1 x

2
i = 0

(4.6)

Waarbij we de tweede vergelijking verkrijgen door de eerste hier in te sub-
stitueren. Als we even terugkijken naar de vergelijkingen (3.5) en (3.6) voor
de ML-schatter, dan kun je zien dat het verschil tussen de vergelijkingen
gelijk is aan (ε− 1)Aσ

2

n
en (3− ε)σ2

n
. Hieruit volgt dat de MAP-schatter b.o.

convergeert naar de ML-schatter voor n→∞, wat betekent dat ze dezelfde
mooie asymptotische eigenschappen hebben.
Voor de vergelijkingen (4.6) bestaat er een hypothese dat deze een unieke
oplossing hebben als ε > 1, [3], [1]. Met deze beperking op ε kunnen we dus
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volledig het risico uitsluiten dat we zouden convergeren naar de (verkeerde)
nul-oplossing van A. Anderzijds zullen deze vergelijkingen dan ook nooit
A = 0 als antwoord geven wanneer dit daadwerkelijk het juiste antwoord zou
zijn voor de ML-schatter. Of men dan kiest voor ε = 1 of ε > 1, ligt eraan
of men het geval A = 0 al dan niet wenst uit te sluiten.
Een universeel optimale waarde vinden voor ε is nog een open probleem [1],
dus wordt er meestal met een heuristiek gewerkt. Deze wordt het beste
gekozen tussen 1.01 en 2 [1].

5 De Koay-inversie techniek

De laatste schatter die we zullen bespreken, is degene die verkrijgen wordt via
de Koay-inversietechniek. We gaan ervan uit dat het gemiddelde en de vari-
antie gekend zijn, aangezien we deze kunnen vervangen door het steekproef-
gemiddelde en de steekproefvariantie. De parameters die we willen schatten
zijn nog steeds A en σ. Hierbij zullen we gebruik maken van het eerste en het
tweede moment van X ∼ Rice(A, σ) (genoteerd als E[X] en E[X2]). Volgens
[5] zijn dit

E[X] = σ

(
exp

(
− A2

4σ2

)√
π

2

[(
A2

2σ2
+ 1

)
I0

(
A2

4σ2

)
+
A2

2σ2
I1

(
A2

4σ2

)])
E[X2] = 2σ2 + A2

Per definitie is de variantie V ar[X] gelijk aan E[X2] − E[X]2. Dus als we
θ = A/σ noteren voor de SNR, dan kunnen we de variantie uitdrukken als

V ar[X] = σ2ξ(θ) (5.1)

met

ξ(θ) = 2 + θ2 − π

8
exp

(
−θ

2

2

)(
(2 + θ2)I0

(
θ2

4

)
+ θ2I1

(
θ2

4

))2

Hierbij noemen we ξ(θ) de correctiefactor. Deze functie geeft de relatie weer
tussen de variantie van de Rice-verdeling en de variantie van de onderliggende
normale verdeling. Aangezien V ar[X] ook kunnen schrijven als 2σ2 + A2 −
E[X]2, krijgen we
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2σ2 + A2 − E[X]2 = ξ(θ)σ2 (5.2)

⇔ 2 + θ2 − E[X]2ξ(θ)

V ar[X]
= ξ(θ)

⇔ θ = g(θ) :=

√
ξ(θ)

(
1 +

E[X]2

V ar[X]

)
− 2. (5.3)

Er kan bewezen worden dat de functie g uit deze laatste vergelijking een
uniek fixpunt heeft zolang (E[X]2/V ar[X] ≥ π/(4 − π). Deze ondergrens
is de waarde die men bekomt als men θ gelijk stelt aan zijn ondergrens,
namelijk 0.

0 =

√
ξ(0)

(
1 +

E[X]2

V ar[X]

)
− 2.

⇔ 0 =
(

2− π

2

)(
1 +

E[X]2

V ar[X]

)
− 2

⇔ E[X]2

V ar[X]
=

π

4− π

Het fixpunt kan men onder andere vinden door g herhaaldelijk toe te passen
op een initiële waarde θ0 [5]. Zodra we een schatter hebben voor θ, kunnen
we hieruit schatters voor A en σ halen omdat uit (5.1) en (5.2) volgt dat

σ2 =
V ar[X]

ξ(θ)

A2 = E[X]2 + (ξ(θ)− 2)σ2

of A2 = E[X]2 + (1− 2

ξ(θ)
)V ar[X].

Helaas convergeert deze fixpuntmethode vrij langzaam [5], dus is er een snel-
ler algoritme ontwikkeld op basis van vergelijking (5.3). In plaats van het
fixpunt van g(θ) te zoeken, zoekt men het nulpunt van f(θ) = g(θ)−θ aan de
hand van de methode van Newton. Bij deze methode wordt voor een gegeven
gok θi een volgende, betere gok θi+1 geconstrueerd door

θi+1 = θi −
f(θi)

f ′(θi)
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Een voorwaarde om deze methode te mogen gebruiken is dat f(θ) twee keer
continu afleidbaar moet zijn. Als samenstelling van gladde functies is f(θ)
zelf ook glad, dus is deze voorwaarde meteen voldaan.
Men kan zich natuurlijk afvragen wat de kwaliteit van deze schatter is en
welke eigenschappen deze heeft. Via simulaties waarbij men de gemiddelde
kwadratische fout voor verschillende schatters bestudeerde, is gebleken dat
deze schatter goed presteert en zelfs van vergelijkbare kwaliteit als de MAP-
schatter [1]. Het voordeel van deze schatter is dat er hier slechts het nulpunt
wordt gezocht in één vergelijking met één parameter in tegenstelling tot zowel
de ML- als de MAP-schatter, waar we de oplossing zoeken van twee, meestal
impliciete vergelijkingen met twee verschillende parameters. Deze oplossing
is uniek en niet betekenisloos, d.w.z. negatief of complex. Het nadeel van
deze schatter is dat deze geen bewezen statistische eigenschappen heeft [1].

6 Vergelijking van de schatters

We hebben in deze bachelorproef vijf verschillende schatters besproken. Het
steekproefgemiddelde en de MOM-schatter hebben we verworpen op basis
van het feit dat ze slecht presteren voor lagere SNR. Via simulaties is aange-
toond in [1] dat voor zeer lage SNR (0,5 voor steekproefgrootte n=100; 0,75
voor n=20) de ML-schatter beter presteert dan zowel de MAP-schatter als
de methode van Koay ten opzichte van de root mean square error (RMSE).
Een gedeeltelijke verklaring hiervoor is dat voor lage SNR de echte amplitude
niet veraf ligt van A = 0 zodat als de ML-schatter convergeert naar de foute
oplossing met A = 0 de afwijking niet zeer groot is. Desondanks presteert
de ML-schatter voor lage SNR nog steeds beter dan de MAP-schatter, ook
als men deze enkel vergelijkt met de correcte ML-oplossing.
Voor lage tot gematigde SNR presteren de MAP- en de Koay-schatter beter
dan de ML-schatter. Voor σ presteert de Koay-inversie techniek duidelijk
slechter dan de twee andere, maar aangezien men hoofdzakelijk gëınteresseerd
is in de amplitude is dat geen argument om deze methode niet te gebruiken.
Zowel de Bayesiaanse methode als de methode van Koay garanderen ook
een oplossing onafhankelijk van de kwaliteit van de startwaarde [5], [1]. Het
nadeel van Koay ten opzichte van de MAP-schatter is dat de RMSE voor
deze schatter niet monotoon daalt, waardoor men niet kan garanderen dat
de kwaliteit van de schatter voor hogere SNR niet afneemt.
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Bijlage A Grafieken

Figuur 1: De Rice-verdeling voor verschillende SNR, bron: Wikipedia

Figuur 2: Plot LL(A) en RL(A), hier respectievelijk genoteerd als LA,l en
LA,r, bron: [4]
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Figuur 3: Plot van L1 en L2, hier respectievelijk genoteerd als LA en Lσ,
bron: [4]
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